
2. Estymacja g ¾EstoŚci 1

1 Estymacja g¾estósci
prawdopodobieństwa

Omówimy teraz metody estymacji funkcji g¾estósci praw-
dopodobieństwa. Mo·zna je podzielíc na dwie kategorie:
parametryczne i nieparametryczne. W pierwszej znany
jest funkcyjny kszta÷t g¾estósci, nieznane s ¾a jedynie wartósci
jego parametrów. Jésli, np. wiadomo, ·ze rozk÷ad jest
normalny, to do ustalenia pozostaje wartóśc oczekiwana i
wariancja. Jésli natomiast g¾estóśc jest ca÷kowicie nieznana,
to mamy do czynienia z problemem nieparametrycznym.
Estymowác nale·zy funkcj¾e, a nie jedynie skończony zestaw
liczb (parametrów).
Podstaw ¾a wnioskowania jest ci ¾ag niezale·znych zmiennych

losowych
X;X1; X2; X3; : : : ; Xn: (1.1)

Ka·zda z nich ma nieznan ¾a g¾estóśc f .

2 Metody parametryczne

Metody parametryczne stosujemy jésli znana jest postác
funkcyjna g¾estósci, lecz nieznane s ¾a jedynie wartósci jej
parametrów. Istot¾e metod parametrycznych omówimy na
przyk÷adzie rozk÷adu normalnego, czyli rozk÷adu o g¾estósci

f(x) =
1p
2��

e�(x��)
2=2�2 :

Ma on dwa parametry: wartóśc oczekiwan ¾a � oraz
wariancj¾e �2.
Naturalnym estymatorem wartósci oczekiwanej � = EX

jest

b�n = 1

n

nX
i=1

Xi:

Z praw wielkich liczb wynika jego zbie·znóśc do �. Z uwagi
na ni ¾a mówimy, ·ze nasz estymator jest zgodny (estymator
jest zbie·zny do wartósci estymowanej). Jako oszacowanie
g¾estósci mo·zna wi¾ec przyj ¾ác

bfn(x) = 1p
2��

e�(x�b�n)2=2�2 :
Jésli natomiast znana jest wartóśc oczekiwana, to wa-

riancj¾e �2 = E(X � �)2 mo·zna estymowác jak poni·zej:

b�2n = 1

n

nX
i=1

(Xi � �)2:

Zgodnóśc wynika z praw wielkich liczb. Jésli natomiast
nieznane s ¾a prawdziwe wartósci obydwu parametrów, to
jako estymator wariancji mo·zna przyj ¾ác

1

n

nX
i=1

(Xi � b�n)2:
3 Metody nieparametryczne

Metody nieparametryczne stosujemy, jésli informacja
wst¾epna (aprioryczna) o g¾estósci jest dalej posuni¾eta, jésli
postác funkcyjna g¾estósci nie jest znana.

Idea estymacji funkcji g¾estósci jest przedstawiona na
rys. 3.1. Wychodzi ona z tego, ·ze

f(x) = lim
jAj!0

1

jAj

Z
A

f(x)dx = lim
jAj!0

PfX 2 Ag
jAj

gdzie A jest odcinkiem zawieraj ¾acym w swoim wn¾etrzu
punkt x, a jAj jego d÷ugósci ¾a. W procesie estymacji u÷amek

PfX 2 Ag
jAj

szacuje si¾e wstawiaj ¾ac cz¾estóśc wpadania obserwacji do
odcinka A w miejsce prawdopodobieństwa, co prowadzi do
wyra·zenia

cz¾estóśc wpadania obserwacji do odcinka A
d÷ugóśc odcinka A

: (3.1)

Jest przy tym oczywiste, ·ze d÷ugóśc odcinka A powinna
maléc do zera, gdy n!1.

P{X0A}

A x

f(x)

Rys. 3.1: Idea estymacji f(x). Pole zakreskowanej
powierzchni, to PfX 2 A}.

Przedstawimy trzy metody post¾epowania. W pierwszej
d÷ugóśc odcinka jest sta÷a, nie zmienia si¾e wraz z n.
Estymator przyjmuje na nim sta÷¾a wartóśc. Jego wykres
nazywa si¾e histogramem. W pozosta÷ych d÷ugóśc odcinka
zmienia si¾e. W metodzie j ¾adrowej jest ona z góry ustalona,
natomiast cz¾estóśc wpadania szacuje empirycznie si¾e na
podstawie obserwacji. W metodzie typu najbli·zszy s ¾asiad,
z góry ustala si¾e cz¾estóśc, natomiast d÷ugóśc przedzia÷u
wylicza si¾e na podstawie danych pomiarowych. Innymi
s÷owy w metodzie j ¾adrowej mianownik u÷amka (3.1) ma
charakter deterministyczny, a licznik jest losowy. W
metodzie typu najbli·zszy s ¾asiad jest na odwrót, licznik jest
deterministyczny, a mianownik losowy.

4 Histogram

Histogram jest metod ¾a, która lokuje si¾e pomi¾edzy meto-
dami parametrycznymi i nieparametrycznymi. Jest ona
niejako zapowiedzi ¾a nieparametrycznej metody j ¾adrowej.
Za÷ó·zmy, ·ze g¾estóśc okréslona jest na odcinku [a; b]. Niech

a = x0 < x1 < x2 < � � � < xn�1 < xn = b;

gdzie xi+1 � xi = �. Odcinek ten zosta÷w ten sposób
podzielony na n pododcinków Ai = [xi; xi+1), ka·zdy o
d÷ugósci � = (b� a)=n. Na ka·zdym z nich estymator fn(x)
g¾estósci jest funkcj ¾a sta÷¾a równ ¾a wartósci w (3.1), czyli

fn(x) =
liczba Xi w zbiorze Ai

�n
, dla x 2 Ai:
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2 2. Estymacja g ¾EstoŚci

Jest oczywiste, ·ze

Efn(x) =
1

�
PfX 2 Aig =

1

�

Z
Ai

f(�)d�:

Z prawa wielkich liczb wynika ponadto, ·ze

fn(x)
n!1! 1

�

Z
Ai

f(�)d�

wed÷ug średniej drugiego rz¾edu. Estymator jest niezwykle
prosty, ale nie mo·zna oczekiwác zbie·znósci do f(x).
Przyk÷ad histogramu pokazany jest na rys. 4.1. Es-

tymator jest sta÷y na kolejnych odcinkach. Na ka·zdym
jego wartóśc jest równa liczbie obserwacji w nim zawartych,
czyli 2; 5; 10; 12; 9; 6; 4, podzielonej przez liczb ¾e wszystkich
obserwcji, czyli 2 + 5 + 10 + 12 + 9 + 6 + 4 = 48.

122 4105 9 6

Rys. 4.1: Przyk÷adowy histogram. Zaznaczono liczby
obserwacji w poszczególnych odcinkach.

Rys. 4.2 przedstawia natomiast g¾estóśc rozk÷adu
normalnego na odcinku [�2; 25; 2; 25] i granic¾e, do której
zbiega si¾e histogram dla � = 4; 5=18, gdzie 18 jest liczb ¾a
poodcinków.

Rys. 4.2: G¾estóśc N(0,1) i granica (funkcja schodkowa) do
której zbiega si¾e estymator histogramowy.

5 Metoda j ¾adrowa

Wmetodzie j ¾adrowej odcinek A ustala si¾e jako [x�h; x+h],
gdzie h jest z góry przyj¾et ¾a liczb ¾a, patrz rys. 5.1, natomiast
cz¾estóśc wpadania obserwacji do tego zbioru ustala si¾e
empirycznie, co prowadzi do u÷amka

cz¾estóśc wpadania obserwacji do odcinka [x� h; x+ h]
2h

=
liczba obserwacji w odcinku [x� h; x+ h]

2nh
:

Aby go sprawnie wyliczýc, wprowad́zmy j ¾adro pros-
tok ¾atne K, patrz rys. 5.2,

K(v) =

8<:
1

2
; dla jvj � 1

0; w przeciwnym wypadku.
(5.1)

x !h

f(x)

x +hx

cz sto
ustalana empirycznie

Rys. 5.1: Idea estymatora j ¾adrowego; h ustalone, cz¾estóśc
wyliczana empirycznie.

!1

x

1

1/2

0

Rys. 5.2: J ¾adro prostok ¾atne.

Zatem

liczba obserwacji w zbiorze [x� h; x+ h]

= 2
nX
i=1

K

�
x�Xi
h

�
;

sk ¾ad wynika, ·ze

cz¾estóśc wpadania do zbioru [x� h; x+ h]
2h

=
1

nh

nX
i=1

K

�
x�Xi
h

�
:

Uzale·zniaj ¾ac h od liczby obserwacji, otrzymujemy j ¾adrowy
estymator g¾estósci o postaci

bfn(x) = 1

nh(n)

nX
i=1

K

�
x�Xi
h(n)

�
:

Klas¾e funkcji j ¾adrowych mo·zna znacznie poszerzýc. Mog ¾a
to býc funkcje ograniczone, które spe÷niaj ¾a nast¾epuj ¾ace
warunki: Z

K(v)dv = 1; lim
jvj!1

jvjK(v) = 0:

Przyk÷ady takich funkcji, to j ¾adro:
� trójk ¾atne, patrz rys. 5.3,

K(v) =

�
1� jvj; dla jvj � 1
0; dla jvj > 1,

Rys. 5.3: J ¾adro trójk ¾atne.

� paraboliczne, rys. 5.4,

K(v) =

(
4

3

�
1� v2

�
; dla jvj � 1

0; dla jvj > 1,
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2. Estymacja g ¾EstoŚci 3

Rys. 5.4: J ¾adro paraboliczne.

� Gaussa-Weierstrassa, rys. 5.5,

K(v) =
1p
2�
e�v

2=2

Rys. 5.5: J ¾adro Gaussa-Weierstrassa.

� Poissona, rys. 5.6,

K(v) =
1

�

1

1 + v2

Rys. 5.6: J ¾adro Poissona.

� Fejéra, rys. 5.7,

K(v) =
1

�

sin2 v

v2

� Lebesgue�a, rys. 5.8,

K(v) =
1

2
e�jvj:

Ci ¾ag nieujemnych liczb fh(n)g spe÷nia natomiast warunki

lim
n!1

h(n) = 0; lim
n!1

nh(n) =1:

Jésli
h(n) = cn� ;

gdzie c > 0, to s ¾a one spe÷none dla 0 <  < 1.
Przy funkcji j ¾adra i ci ¾agu liczbowym wybranymi we

wskazany sposób estymator jest zgodny, tzn.

lim
n!1

E( bfn(x)� f(x))2 = 0
w ka·zdym punkcie x w którym g¾estóśc f jest ci ¾ag÷a.

Rys. 5.7: J ¾adro Féjera.

Rys. 5.8: J ¾adro Lebesgue�a.

Wykorzystuj ¾ac rezultaty podane w Ćwiczeniach 5.1 i 5.3,
mo·zemy napisác

E( bfn(x)� f(x))2 = hE bfn(x)� f(x)i2 + var[ bfn(x)]
� d21h2(n) + d2

1

nh(n)
: (5.2)

Widzimy wi¾ec, ·ze ma÷e h(n) zmniejsza pierwszy sk÷adnik
sumy pochodz ¾acy od obci ¾a·zenia E bfn(x) � f(x) i jed-
noczésnie niebezpiecznie zwi¾eksza drugi pochodz ¾acy od
wariancji. W÷ásciwy dobór h(n) jest zatem kompromisem
pomi¾edzy tymi sprzecznymi tendencjami.
Jésli chodzi o zastosowania, to pojawiaj ¾a si¾e dwa

problemy. Pierwszy to wybór funkcji j ¾adrowej K, drugi
to decyzja co do ci ¾agu liczbowego h(n). Nale·za÷oby
je wybrác tak aby np. zminimalizowác ca÷kowy b÷¾ad
średniokwdratowy

MISE = E
Z
( bfn(x)� f(x))2dx:

Analiza pokazuje, ·ze dobór ci ¾agu liczbowego jest znacznie
istotniejszy. Z (5.2) wynika, ·ze zdecydowanie nale·zy przy
tym unikác zbyt ma÷ego h(n).
Komputerowe badania symulacyjne prowadz ¾a do

wyników pokazanych na rys. 5.9. Dla ka·zdej liczby
obserwacji n istnieje optymalne h. Wyniki potwierdzaj ¾a
wczésniejsz ¾a uwag¾e, ·ze przyj¾ecie zbyt ma÷ej wartósci
jest niebezpieczne, gdy·z prowadzi do gwa÷townego
wzrostu b÷¾edu spowodowanego wzrostem wariancji, patrz
Ćwiczenie 5.3.

n

20
80
320
1280

MISE

h

Rys. 5.9: Algorytm j ¾adrowy. Zale·znóśc MISE od h.
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4 2. Estymacja g ¾EstoŚci

Ćwiczenie 5.1 Z (5.3) wynika, ·ze dla nieujemnego j ¾adra,
obci ¾a·zenie estymatora, czyli E bfn(x)� f(x), jest równe

1

h(n)

Z
K

�
v � x
h(n)

�
f(v)dv �

Z
f(x)K(v)dv

=

Z
K(v)f(x+ h(n)v)dv �

Z
f(x)K(v)dv

=

Z
K(v) [f(x+ h(n)v)� f(x)] dv

i co wartósci bezwzgl ¾ednej ograniczone przez

ch(n)

Z
jvjK(v)dv;

przy za÷o·zeniu ·ze jf(x+hy)�f(x)j � chjyj dla wystarczaj ¾aco
ma÷ego h (Mówimy wtedy, ·ze g ¾estóśc spe÷nia w punkcie x
lokalny warunek Lipschitza). Dla d1 = c

R
jvjK(v)dv zatem

jE bfn(x)� f(x)j � d1h(n):
Ćwiczenie 5.2 Zauwa·zmy, ·ze przyj ¾ete funnkcje j ¾adrowe
zbiegaj ¾a si ¾e do delty Diraca:

1

h
K

�
v � x
h

�
h!0! �(v � x)

Z
K(�)d�:

Zatem

E bfn(x) n!1! f(x)

Z
K(�)d�;

bowiem

E bfn(x) = 1

h(n)

Z
K

�
v � x
h(n)

�
f(v)dv; (5.3)

która to wielkóśc zbiega si ¾e doZ
�(v � x)f(v)dv

Z
K(�)d� = f(x)

Z
K(�)d�;

gdy n!1. Jésli wi ¾ec
R
K(�)d� = 1, to

E bfn(x) n!1! f(x):

Ćwiczenie 5.3 Poniewa·z obserwacje s ¾a niezale·zne, zatem

var[ bfn(x)] = 1

nh2(n)
var

�
K

�
x�X
h(n)

��
� 1

nh(n)

�
1

h(n)
EK2

�
x�X
h(n)

��
:

Ze wzgl ¾edu na to, ·ze wyra·zenie w nawiasie kwadratowym
zbiega si ¾e do f(x)

R
K2(v)dv, patrz Ćwiczenie 5.2, istnieje

d2, takie ·ze

var[ bfn(x)] � d2 1

nh(n)
:

6 Najbli·zszy s ¾asiad

W metodzie nazywanej "najbli·zszy s ¾asiad" (czyli NN, od
nearest neighbour) cz¾estóśc wpadania do odcinka ustala si¾e
z góry, natomiast jego d÷ugóśc zale·zy od obserwacji, patrz
rys. 6.1.

Przed przyst ¾apieniem do w÷ásciwej estymacji obserwacje
(1.1) porz ¾adkuje si¾e w nowy ci ¾ag

X(1); X(2); X(3); : : : ; X(n); (6.1)

w którym

jX(1) � xj < jX(2) � xj < X(3) < � � � < jX(n) � xj:

Oznacza to, ·ze X(1) jest obserwacj ¾a po÷o·zon ¾a najbli·zej
punktu x, X(2) jest nast¾epn ¾a, natomiast X(n) jest naj-
bardziej oddalon ¾a. Jako cz¾estóśc wpadania do zbioru
przyjmuje si¾e u÷amek k=n, gdzie k jest ustalon ¾a z góry
liczb ¾a. Odcinkiem A jest zatem [x � r(k); x + r(k)], gdzie
r(k) = jX(k)�xj jest odleg÷ósci ¾a pomi¾edzy punktem x a k-
t ¾a najbli·zsz ¾a mu obserwacj ¾a. Wyra·zenie w (3.1) przyjmuje
zatem postác:

k=n

2r(k)
=

k

2njX(k) � xj
:

Zadziwiaj ¾ace jest to, ·ze wyst¾epuje w nim bezpósrednio
jedna tylko obserwacja X(k), aczkolwiek odpowiednio wyse-
lekcjonowana.

x+r(k)

f(x)

xx!r(k)

k
n cz sto  zadana =

r(k) ustalone
empirycznie

Rys. 6.1: Idea estymatora typu najbli·zszy s ¾asiad; cz¾estóśc
zadana, r(k) wyliczone empirycznie.

Estymator nasz nie korzystasta z wyj́sciowego ci ¾agu (1.1)
obserwacji uporz ¾adkowanych chronologicznie, lecz z ci ¾agu
(6.1), w którym obserwacje uporz ¾adkowane s ¾a wed÷ug ich
odleg÷ósci od punktu x. Mówimy w zwi ¾azku z tym, ·ze
korzysta on ze statystyk porz ¾adkowych.
Jest oczywiste, ·ze k powinno si¾e zmieniác wraz z n, tak

aby d÷ugóśc przedzia÷u, czyli 2a = 2jX(n) � xj, mala÷a do
zera, co prowadzi do estymatora o postaci:

�fn(x) =
k(n)

2njX(k(n)) � xj
:

Analiza pokazuje, ·ze warunkiem jego zbie·znósci do f(x)
jest:

lim
n!1

k(n) =1; lim
n!1

k(n)

n
= 0:

Uwaga 6.1 Algorytmy histogramowy, j ¾adrowy i NN
charakteryzuj ¾a si ¾e pewnym podobiénstwem. Zauwa·zamy to,
zapisuj ¾ac je w nast ¾epuj ¾acy sposób:

fn(x) =
liczba Xj w zbiorze Ai

njAij
, dla x 2 Ai;

gdzie Ai = [xi; xi+1], jAij = �,

bfn(x) = liczba Xj w zbiorze Ax
njAxj

;
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2. Estymacja g ¾EstoŚci 5

(dla j ¾adra prostok ¾atnego), gdzie Ax = [x� h(n); x+ h(n)],

�fn(x) =
liczba Xj w zbiorze Ak(n)

njAk(n)j
;

gdzie Ak(n) = [x� r(k(n)); x+ r(k(n))].

7 Metoda rozwini¾éc ortogonalnych

Estymator ortogonalny skonstruowany jest wed÷ug zupe÷nie
innej zasady ni·z omówione powy·zej. Jego istota polega na
rozwini¾eciu funkcji g¾estósci w szereg ortogonalny.
Zbiór, na którym okréslona jest g¾estóśc prawdo-

podobieństwa oznaczmy jako D. W przypadku rozk÷adu
równomiernego jest to odcinek, dla rozk÷adu wyk÷adniczego
jest to pó÷prosta [0;1), dla normalnego ca÷a prosta
(�1;1). Za÷ó·zmy dalej, ·ze na zbiorze tym istnieje uk÷ad
funkcji ortogonalnych

'0(x); '1(x); '2(x); : : : ;

czyli takich, ·zeZ
D

'i(x)'j(x)dx = 0, dla i 6= j;Z
D

'2i (x)dx = 1:

Dla g¾estósci f mo·zna skonstruowác jej rozwini¾ecie ortogo-
nalne

f(x) s
1X
k=0

ak'k(x): (7.1)

Symbol "s" oznacza, ·ze

ak =

Z
D

f(x)'k(x)dx = E'k(X): (7.2)

Z teorii rozwini¾éc ortogonalnych wynika, ·zeZ
D

f2(x)dx =

1X
k=0

a2k: (7.3)

Z uwagi na to, ·ze wspó÷czynniki ak rozwini¾ecia s ¾a wartós-
ciami oczekiwanymi, mo·zna je estymowác jak poni·zej:

eak = 1

n

nX
i=1

'k(Xi):

W rezultacie, jako estymator g¾estósci przyjmuje si¾e

efn(x) = N(n)X
k=0

eak'k(x);
gdzie N(n) jest pewnym ci ¾agiem.
Zatem

efn(x)� f(x) s N(n)X
k=0

(eak � ak) + 1X
k=N(n)+1

(�ak);

sk ¾ad, z uwagi na (7.1) i (7.3), wynika, ·ze

E

Z
D

( efn(x)� f(x))2dx = N(n)X
k=0

E(eak � ak)2
+

1X
k=N(n)+1

a2k:

Poniewa·z Eeak = ak, patrz (7.2), i
var[eak] = 1

n
var['k(X)] �

1

n
E'2k(X) �

1

n
c;

gdzie c = maxk(maxx j'k(x)j), zatem E (eak � ak)2 � c=n.
W rezultacie

E

Z
D

( efn(x)� f(x))2dx � N(n)

n
c+

1X
k=N(n)+1

a2k:

Bez trudu wnioskujemy teraz, ·ze jésli

lim
n!1

N(n) =1; lim
n!1

N(n)

n
== 0;

to

lim
n!1

E

Z
D

( efn(x)� f(x))2dx = 0:
Estymator ortogonalny jest zatem zbie·zny do nieznanej
g¾estósci.
Przyk÷adowe wyniki symulacji komputerowej przedsta-

wiono na rys. 7.1. Widác wyráznie, ·ze b÷¾ad gwa÷townie
narasta przy zbyt du·zym N . D÷ugóśc rozwini¾ecia w szereg
nie powinna býc zatem du·za.

0 5 10 15 20

n

40
80
160
320
640
1280

N

MISE

Rys. 7.1: Algorytm ortogonalny. Zale·znóśc MISE od N .

Dla ró·znych zbiorów D nale·zy wybrác odpowiednie
uk÷ady funkcji ortogonalnych. Poni·zej podano przyk÷ady.
Jés÷i

� D = [��; �], to mo·zna zastosowác szereg trygonome-
tryczny:

1p
2�
;
1p
�
sin kx;

1p
�
cos kx; k = 1; 2; : : :

� D = [��; �], to mo·zna zastosowác uk÷ad wielomianów
Legendre�a:

pk(x) =

r
2k + 1

2
Pk(x); k = 0; 1; 2; : : :

gdzie
P0(x) = 1;

P1(x) = x;

P2(x) =
1

2
(3x2 � 1);

P3(x) =
1

2
(5x3 � 3x);

P4(x) =
1

8
(35x4 � 30x2 + 3); itd.
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6 2. Estymacja g ¾EstoŚci

� D = [0;1), to mo·zna wykorzystác uk÷ad Laguerre�a:

lk(x) = Lk(x)e
�x=2;

gdzie
L0(x) = 1;

L1(x) = �x+ 1;

L2(x) =
1

2
x2 � 2x+ 1;

L3(x) = �
1

6
x3 +

3

2
x2 � 3x+ 1;

L4(x) =
1

24
x4 � 2

3
x3 + 3x2 � 4x+ 1; itd.

� D = (�1;1), to mo·zna stosowny jest uk÷ad Her-
mite�a:

hk(x) =
1p

2kk!
p
�
Hk(x)e

�x2=2;

gdzie
H0(x) = 1;

H1(x) = 2x;

H3(x) = 8x
3 � 12x;

H4(x) = 16x
4 � 18x2 + 12; itd.

Zwró́cmy uwag¾e na to, ·ze w uk÷adzie Legendre�a funkcje
ortogonalne s ¾a wielomianami. W uk÷adzie Laguerre�a i
Hermite�a funkcje te maj ¾a natomiast postác wielomianów
Lk(x) i Hk(x) pomno·zonych przez funkcje wagowe e�x=2 i
e�x

2=2.

8 Zakończenie

Jésli nasza wiedza wst¾epna, czyli aprioryczna, o g¾estósci
prawdopodobieństwa jest natury parametrycznej, tzn. jésli
znamy jej postác funkcyjn ¾a, problem sprowadza si¾e do
szacowania prawdziwych wartósci parametrów. Szybkóśc
z jak ¾a maleje b÷¾ad średniokwadratowy jest rz¾edu 1=n.
Jésli natomiast nasza wiedza jest ubo·zsza, jésli postác

funkcyjna nie jest znana, stosujemy metody nieparame-
tryczne. Najprostrzy jest histogram, ale ma on nieusuwalny
b÷¾ad, polegaj ¾acy na tym, ·ze jest on zbie·zny do funkcji, która
jest jedynie przybli·zeniem nieznanej g¾estósci. Szybkóśc
zbie·znósci rz¾edu 1=n jest jednak zachowana.
W pe÷ni skuteczne s ¾a trzy omówione metody: j ¾adrowa,

NN i ortogonalna, aczkolwiek zbiegaj ¾a si¾e wolniej, a to
ze wzgl¾edu na znacznie mniejsz ¾a informacj¾e aprioryczn ¾a o
estymowanej g¾estósci.
Pierwsza jest najprostrza obliczeniowo. Jej wad ¾a jest

du·za wra·zliwóśc na dobór h(n), bowiem, przy ma÷ej
wartósci tego wspó÷czynnika b÷¾ad mo·ze býc bardzo du·zy,
rz¾edu 1=nh(n).
Algorytm NN ma z kolei dobre w÷asnósci lokalne.

Obserwacje które decyduj ¾a o jego wartósci w punkcie x
s ¾a bowiem najbli·zszymi jego s ¾asiadami, a ich odleg÷óśc
jest ponadto elastyczna. Jésli bowiem wokó÷niego jest
wiele obserwacji, s ¾asiedztwo to jest niewielkie, jésli jest ich
ma÷o, si¾ega ono dalej. Wad ¾a jest natomiast koniecznóśc
uszeregowania tych obserwacji w odpowiedniej kolejnósci i
to dla ka·zdego punktu oddzielnie.

W odró·znieniu od poprzednich, motywacja algorytmu
ortogonalnego jest natury analitycznej, a nie probabilisty-
cznej. Ma on dobre w÷asnósci globalne, rozwini¾eciu
podlega bowiem ca÷a g¾estóśc i ·zadnemu punktowi x nie
póswi¾eca si¾e przy tym szczególnej uwagi. Zalet ¾a jest to,
·ze po zakończeniu obserwacji, aby obliczýc jego wartóśc
w dowolnym punkcie wystarczy pami¾etác N(n) + 1 liczb,
a mianowicie ea0;ea1; : : : ;eaN(n). W przypadku algorytmu
j ¾adrowego i NN niezb¾edne jest zachowanie w pami¾eci
wszystkich n obserwacji X1; X2; : : : ; Xn.
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