
3. Estymacja funkcji regresji 1

1 Wst¾ep

Wszystkie rozwa·zania, tak·ze oznaczenia, pozostaj ¾a w
ścis÷ym zwi ¾azku z 2. Estymacja g ¾EstoŚci.

2 Funkcja regresji

Omówimy teraz problem estymacji nieliniowej charak-
terystyki w systemie jak na rys. 2.1. Sygna÷wej́sciowy
X i zak÷ócenie pomiarowe Z na wyj́sciu maj ¾a charakter
losowy i s ¾a wzajemnie niezale·zne. Ponadto EZ = 0. Sygna÷
wyj́sciowy, to Y = m(U) + Z. Poniewa·z

EfY jX = xg = m(x);

zatem nieznana charakterystyka jest funkcj ¾a regresji.

Y
m(.)

Z
X

Rys. 2.1: System statyczny o charakterystyce m(x).

Naszym celem jest wykrycie nieliniowej charakterystyki,
czyli estymacja funkcji regresji m(x) na podstawie nieza-
le·znych par pomiarów

(X1; Y1); (X2; Y2); (X3; Y3); : : : (Xn; Yn); (2.1)

czyli obserwacji pary (X;Y ). Przedstawimy kilka algoryt-
mów realizuj ¾acych ten cel.
×¾aczn ¾a g¾estóśc pary (X;Y ) oznaczamy jako f(x; y),

g¾estósci ¾a zmiennej X jest f(x), natomiast f(yjx) jest
odpowiedni ¾a g¾estósci ¾a warunkow ¾a.

3 Problem parametryczny

Jésli znana jest postác funkcyjna charakterystyki m(:) i
nale·zy ustalíc wartósci jej parametrów, to problem jest
parametryczny. Jest tak, gdy np. charakterystyka jest
wielomianem znanego stopnia i zadanie polega na estymacji
jego wspó÷czynników. Dla dalszych rozwa·zań przyjmiemy,
·ze m(x) = bx, tzn. ·ze

Y = bX + Z;

gdzie b jest nieznanym wspó÷czynnikiem wzmocnienia
(parametrem), rys. 3.1.

Y
m(x)=bx

Z
X

Rys. 3.1: System liniowy.

3.1 Metoda momentów

Metoda momentów bazuje na tym, ·ze b mo·zna wyrazíc przy
pomocy momentów, poniewa·z

b =
EY

EX
:

Naturalnymi ich estymatorami s ¾a odpowiednio

1

n

nX
i=1

Yi oraz
1

n

nX
i=1

Xi;

co prowadzi do estymatora

ebn =
nX
i=1

Yi

nX
i=1

Xi

:

Jego zbie·znóśc do b z prawdopodobieństwem 1 jest oczy-
wista.

3.2 Metoda najmniejszych kwadratów

Jako model systemu rzeczywistego przyjmujemy wzmac-
niacz o nieustalonym na razie wzmocnieniu �. Jésli zatem
na jego wej́scie zosta÷by podany sygna÷Xi, to na wyj́sciu
pojawi÷aby si¾e wartóśc �Xi, ró·zna rzecz jasna od Yi,
rys. 3.2, a to z dwóch powodów. Po pierwsze trudno liczýc
na to aby � by÷o równe b, po drugie z uwagi na zak÷ócenie
Zi. Niedopasowanie modelu do systemu, ocenimy jako
(Yi � �Xi)

2. Maj ¾ac na wzgl¾edzie ca÷y ci ¾ag obserwacji,
wézmiemy pod uwag¾e wskáznik globalny b¾ed ¾acy sum ¾a
lokalnych (Yi � �Xi)2 odnosz ¾acych si¾e do poszczególnych
par (Xi; Yi):

Q(�) =
nX
i=1

(Yi � �Xi)2:

$Xi

b

Zi

Xi

Yi = bXi+Zi

Rys. 3.2: Ilustracja metody najmniejszych kwadratów.

Jako estymator nieznanego b przyjmiemy �, które mini-
malizuje ten wskáznik. Przyrównuj ¾ac zatem pochodn ¾a
dQ(�)=d� do zera, otrzymujemy równanie

nX
i=1

(YiXi + �Xi)Xi = 0

i jego rozwi ¾azane

bbn =
nX
i=1

YiXi

nX
i=1

X2
i

przyjmujemy jako estymator nieznanego b.
Z prawa wielkich liczb wynika zbie·znóśc

1

n

nX
i=1

YiXi
n!1! EYX oraz

1

n

nX
i=1

X2
i
n!1! EX2

z prawdopodobieństwem 1. W rezultaciebbn n!1! b
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2 3. Estymacja funkcji regresji

z prawdopodobieństwem 1.
Przedstawiony sposób post¾epowania nazywa si¾e metod ¾a

najmniejszych kwadratów kojarzon ¾a powszechnie z
nazwiskiem Gauss.

4 Algorytm histogramowy

Histogram g¾estósci prowadzi w naturalny sposób do estyma-
tora regresji, który teraz omówimy. Mo·zna uwa·zác, ·ze jest
on pósrednikiem pomi¾edzy estymatorami parametrycznymi
i nieparametrycznymi.
W rozwa·zaniach b¾edziemy operowác wskáznikiem

zbioru A:

IfAg(x) =

�
1; dla x 2 A
0; dla x =2 A:

Za÷ó·zmy, ·ze g¾estóśc f(x) okréslona jest na odcinku [a; b],
na którym rozmieszczamy punkty x0; x1; x2; : : : ; xn w ten
sposób, ·ze

a = x0 < x1 < x2 < � � � < xn�1 < xn = b;

i xi+1 � xi = �. Zosta÷on w ten sposób podzielony na n
pododcinków Ai = [xi; xi+1], ka·zdy o d÷ugósci � = (b �
a)=n.
Estymator regresji de�niujemy jak poni·zej:

mn(x) =

1

n

nX
j=1

YjIfAig(Xj)

1

n

nX
j=1

IfAig(Xj)

; dla x 2 Ai: (4.1)

Jego licznik jest średni ¾a obserwacji Yj , których Xj wpad÷y
do odcinka Ai, mianownik natomiast jest cz¾estósci ¾a wpada-
nia Xj do tego odcinka.
Oznaczaj ¾ac licznik estymatora jako �n(x), otrzymujemy

E�n(x) = EfY IfAig(X)g

=

Z 1

�1

Z xi+1

xi

yf(x; y)dydx

=

Z xi+1

xi

�Z 1

�1
yf(yjx)dy

�
f(x)dx

=

Z xi+1

xi

m(x)f(x)dx =

Z
Ai

m(x)f(x)dx;

sk ¾ad, odwo÷uj ¾ac si¾e do prawa wielkich liczb, wnioskujemy,
·ze

E�n(x)
n!1!

Z
Ai

m(v)f(v)dv

wed÷ug prawdopodobieństwa. Oznaczaj ¾ac nast¾epnie mia-
nownik przez �n(x) i post¾epuj ¾ac podobnie wnioskujemy, ·ze

E�n(x)
n!1!

Z
Ai

f(v)dv:

W rezultacie, mo·zemy napisác, ·ze

mn(x)
n!1!

Z
Ai

m(v)f(v)dvZ
Ai

f(v)dv

wed÷ug prawdopodobieństwa. Funkcja graniczna ma kszta÷t
schodkowy, na calym odcinku Ai przyjmuje tak ¾a sam ¾a
wartóśc.
Poniewa·z d÷ugóśc odcinka Ai jest sta÷a, estymator jest

obci ¾a·zony nieusuwalnym b÷¾edem i nie zbiega si¾e do m(x).
Jésli chcemy zatem osi ¾agn ¾ác t¾e zbie·znóśc musimy uzale·zníc
d÷ugóśc tego odcinka od liczby pomiarów n i spowodowác,
aby mala÷a ona do zera. Tak w÷ásnie post¾epuje estymator
j ¾adrowy omówiony w nast¾epnym paragra�e.

5 Algorytm j ¾adrowy

Teraz przyjmujemy, ·ze nasza informacja wst¾epna o systemie
jest ubo·zsza, ·ze nie znamy postaci funkcyjnej charak-
terystyki m. Zadanie jej wyznaczenia ma zatem charakter
nieparametryczny. Algorytmy przedstawione w kolejnych
paragrafach w sposób oczywisty nawi ¾azuj ¾a do poznanych
wczésniej estymatorów g¾estósci.
Jako pierwszy omówimy algorytm j ¾adrowy jak poni·zej:

bmn(x) =

1

nh(n)

nX
i=1

YiK

�
x�Xi
h(n)

�
1

nh(n)

nX
i=1

K

�
x�Xi
h(n)

� : (5.1)

J ¾adrem K mo·ze býc dowolna ograniczona funkcja spe÷nia-
j ¾aca warunek:Z

K(v)dv = 1; lim
jvj!1

jvjK(v) = 0: (5.2)

Przyk÷adami takich funkcji mog ¾a býc j ¾adra omówione
wczésniej przy estymacji g¾estósci.
Ci ¾ag nieujemnych liczb fh(n)g spe÷nia natomiast warunki

lim
n!1

h(n) = 0; lim
n!1

nh(n) =1: (5.3)

Intuicyjne uzasadnienie algorytmu (5.1) jest dóśc oczy-
wiste. Oznaczaj ¾ac licznik w (5.1) przez �n(x), zauwa·zamy
bowiem, ·ze

E�n(x) =
1

h(n)
E

�
m(X)K

�
x�X
h(n)

��
=

1

h(n)

Z
m(v)K

�
x� v
h(n)

�
f(v)dv:

Odwo÷uj ¾ac si¾e do Uwagi 5.1 stwierdzamy, ·ze powy·zsza
wartóśc d ¾a·zy do m(x)f(x)

R
K(v)dv, gdy h(n) ! 0.

Ponadto

nh(n) var[�n(x)]

=
1

h(n)
var

�
Y K

�
x�X
h(n)

��
� 1

h(n)
E

�
Y 2K2

�
x�X
h(n)

��
=

1

h(n)

Z
[m2(v) + �2Z ]K

2

�
x� v
h(n)

�
f(v)dv;

która to wielkóśc, na mocy tej samej Uwagi i (5.3), zbiega
si¾e do [m2(v) + �2Z ]

R
K2(v)dv. Wykazalísmy wi¾ec, ·ze

�n(x)
n! m(x)f(x)
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3. Estymacja funkcji regresji 3

wed÷ug średniej drugiego rz¾edu.
Poniewa·z, z tych samych powodów �n(x)

n! f(x) w tym
samym sensie, dochodzimy do ostatecznego wniosku, ·ze

bmn(x)
n! m(x);

wed÷ug prawdopodobieństwa. Estymator jest zatem
zgodny, skutecznie wykrywa nieznan ¾a charakterystyk¾e.
W szczególnósci, jako j ¾adro mo·zna przyj ¾ác funkcj¾e

prostok ¾atn ¾a

K(v) =

8<:
1

2
; dla jvj � 1

0; w przeciwnym wypadku,

dla której

bmn(x) =

1

n

nX
j=1

YjIf(x�h(n);x+h(n))g(Xj)

1

n

nX
j=1

If(x�h(n);x+h(n))g(Xj)

;

gdzie licznik jest średni ¾a tych Yj , którychXj le·z ¾a w odcinku
(x � h(n); x + h(n)), natomiast mianownik cz¾estósci ¾a
wpadania Xi do tego odcinka.
Zasad¾e dzia÷ania algorytmu ilustruje rys. 5.1, na którym

m(x) = (1 � e�jxj) sign(x). Pokazano na nim tak·ze
obserwacje (Yi; Xi). Wartóśc estymatora w punkcie x
wyznacza si¾e na podstawie zaznaczonych symbolem .

x!h x x+h

Rys. 5.1: Estyamtor j ¾adrowy, j ¾adro prostok ¾atne, przedzia÷
[x � h; x + h] ustalony z góry. Linia ci ¾ag÷a oznacza
charakterystyk¾e m(x) = (1� e�jxj) sign(x).

Jako globalny b÷¾ad algorytmu przyj¾eto

MISE = E
Z
(bmn(x)�m(x))2dx:

Wyniki komputerowego eksperymetnu przedstawione na
rys. 5.2 pokazuj ¾a, ·ze dla ka·zdego n istnieje optymalne h.
Wykres przedstawiaj ¾acy MISE dla optymalnie wybranego
h przedstawia rys. 5.3. B÷¾ad maleje szybko przy wzróscie n,
aczkolwiek wolniej ni·z 1=n, co jest w÷asnósci ¾a obserwowan ¾a
tak·ze przy estymacji g¾estósci prawdopodobieństwa.

Uwaga 5.1 Dla funkcji j ¾adrowych wybranych zgodnie za-
÷o·zeniem,

1

h

Z
K

�
x� v
h

�
g(v)dv

h!0! g(x)

Z
K(�)d�:
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Rys. 5.2: Estymator j ¾adrowy. MISE dla ró·znych h.
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n
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Rys. 5.3: MISE dla optymalnego h.

Aby to uzasadníc, zauwa·zmy, ·ze

1

h
K
� v
h

�
h!0! �(v)

Z
K(�)d�;

gdzie �(v) jest impulsem Diraca, sk ¾ad wynika, ·ze, dla
ustalonego x,

1

h
K

�
v � x
h

�
h!0! �(v � x)

Z
K(�)d�:

Zatem

1

h

Z
K

�
x� v
h

�
g(v)dv

h!0!
Z
�(v � x)g(v)dv

Z
K(�)d�;

która to wielkóśc jest równa g(x)
R
K(�)d�, co kónczy

uzasadnienie.

6 Najbli·zszy s ¾asiad

Algorytm, podobnie jak wszystkie typu NN, nie korzysta
bezpósrednio z ci ¾agu obserwacji (2.1), lecz z ci ¾agu uporz ¾ad-
kowanego

(X(1); Y[1]); (X(2); Y[1]); : : : ; (X(1); Y[1]): (6.1)

Porz ¾adek jest taki, ·ze��X(1) � x�� < ��X(2) � x�� < : : : < ��X(n) � x�� ; (6.2)

co oznacza, ·ze najbli·zej punktu x jest X(1), nast¾epnie X(2)
itd. Pozycja, na której znajdzie si¾e para (Yi; Xi) w ci ¾agu
(6.1) zale·zy od odleglósci Xi od x. Jésli odleg÷óśc ta jest

W. Greblicki Metody probabilistyczne 2020



4 3. Estymacja funkcji regresji

j-ta co do wielkósci, to pozycj ¾a t ¾a jest j. Estymator jest
nast¾epuj ¾acej postaci:

mn(u) =
1

k(n)

k(n)X
i=1

Y[i];

gdzie podobnie jak przy estymacji g¾estósci,

lim
n!1

kn =1; lim
n!1

kn
n
= 0:

Jest on zgodny, tzn.

mn(u)
n!1! m(x)

wed÷ug prawdopodobieństwa.
Intuicyjne uzasadnienie jest oczywiste. Jest

on bowiem úsrednion ¾a wartósci ¾a k(n) obserwacji
spósród Y1; Y2; : : : ; Yn, dla których odpowiadaj ¾ace im
X1; X2; : : : ; Xn le·z ¾a najbli·zej punktu x.
W sytuacji jak w § 5 (j ¾adro prostok ¾atne) mo·zna za-

stosowác algorytm NN. Dla k(n) = 15 jego wartóśc w
punkcie x jest wyliczana na podstawie 15 obserwacji Yi
zaznaczonych symbolem . Odpowiadaj ¾ace im Xi znajduj ¾a
si¾e ẃsród pi¾etnastu najbli·zszych punktowi x. Le·z ¾a one na
odcinku [xi � r; x + r], gdzie r = jx �X(15)j, jedna z tych
obserwacji na jego brzegu, lewym. Warto estymatora jest
średni ¾a z tych Yi, czyli średni ¾a z Y[1]; Y[2]; : : : ; Y[15].

xx!r x+r

Rys. 6.1: Estymator NN, k = 15. Przedzia÷[x � r; x + r],
gdzie r = jx�X(15)j, wyznaczony na podstawie obserwacji
Xi.

Zale·znóśc b÷¾edu

MISE = E
Z
(mn(u)�m(u))2du

od k oraz n otrzymana na podstawie komputerowych badań
eksperymentalnych pokazana jest na rys. 6.2. Koniecznóśc
precyzyjnego doboru k zdecydowanie maleje gdy zwi¾eksza
si¾e liczba obserwacji. B÷¾ad dla optymalnie dobranego k
przedstawia rys. 6.3.

Uwaga 6.1 Podobnie jak estymatory g ¾estósci, przedstaw-
ione algorytmy regresyjne tzn. histogramowy, j ¾adrowy i NN
charakteryzuj ¾a si ¾e pewnym podobiénstwem. Spostrzegamy
to zapisuj ¾ac je jak poni·zej:

mn(x) =

Xn

j=1
Yj(Yj takie, ·ze Xj 2 A)

liczba Xj takich, ·ze Xj 2 Ai
, dla x 2 Ai;
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n
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k

MISE

Rys. 6.2: AlgorytmNN. Zale·znóśc MISE od k.

0 200 400 600 800 1000
0

1
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3

4

5
MISE

n
Rys. 6.3: Estymator NN. MISE dla optymalnie dobranego
k.

gdzie Ai = [xi; xi+1],

bmn(x) =

Xn

j=1
Yj(takie, ·ze Xj 2 Ax)

liczba Xj takich, ·ze Xj 2 Ax
;

(dla j ¾adra prostok ¾atnego), gdzie Ax = [x� h(n); x+ h(n)],

mn(x) =

Xn

j=1
Yi(takie, ·ze Xj 2 Ak(n))

liczba Xj takich, ·ze Xj 2 Ak(n)
;

gdzie Ak(n) = [x� r(k(n)); x+ r(k(n))].

7 Metoda rozwini¾éc ortogonalnych

Zbiór, na którym okréslona jest nieliniowa charakterystyka
oznaczmy jako D. Mo·ze to býc odcinek, pó÷prosta lub ca÷a
prosta. Na zbiorze tym istnieje uk÷ad funkcji ortogonalnych

'0(x); '1(x); '2(x); : : : ;

czyli takich, ·zeZ
D

'i(x)'j(x)dx = 0, dla i 6= j;Z
D

'2i (x)dx = 1;

wspólnie ograniczonych, co oznacza, ·ze istnieje c takie, ·ze
maxx j'k(x)j < c dla wszystkich k.
Zaczniemy od tego, ·ze

m(x) =
g(x)

f(x)
; (7.1)

W. Greblicki Metody probabilistyczne 2020



3. Estymacja funkcji regresji 5

gdzie g(x) = m(x)f(x). Przy za÷o·zeniu, ·ze
R
D
g2(x)dx <

1, funkcj¾e g mo·zna rozwin ¾ác w szereg ortogonalny

g(x) s
1X
k=0

ak'k(x); (7.2)

gdzie

ak =

Z
D

g(x)'k(x)dx =

Z
D

m(x)'k(x)f(x)dx

= Efm(X)'k(X)g = EfY 'k(X)g;

poniewa·z Y = m(U) + Z. PonadtoZ
D

g2(x)dx =
1X
k=0

a2k: (7.3)

Jako oszacowanie wspó÷czynnika ak mo·zna przyj ¾ác:

eak = 1

n

nX
i=1

Yi'k(Xi);

co prowadzi do nast¾euj ¾acego estymatora funkcji g(x):

egn(x) = N(n)X
k=0

eak'k(x):
Poniewa·z

egn(x)� g(x) s N(n)X
k=0

(eak � ak)'k(x)
+

1X
k=N(n)+1

(�ak);

zatem, z uwagi na (7.2) i (7.3),

E

Z
D

(egn(x)� g(x))2dx = N(n)X
k=0

E(eak � ak)2
+

1X
k=N(n)+1

a2k:

Jest teraz oczywiste, ·ze Eeak = ak oraz
var[eak] = var" 1

n

nX
i=1

Yi'k(Xi)

#
=
1

n
var[Y 'k(x)]

=
1

n
E(Y 'k(x))

2 � 1

n
c2EY 2;

sk ¾ad wynika, ·ze E(eak � ak)2 � 1
nc
2EY 2. Wykazalísmy

zatem, ·ze

E

Z
D

(egn(x)� g(x))2dx � N(n)

n
c2EY 2

+
1X

k=N(n)+1

a2k:

Jésli zatem

N(n)
n!1! 1; N(n)

n

n!1! 0;

to

E

Z
D

(egn(x)� g(x))2dx n!1! 0

Post¾epuj ¾ac podobnie wobec mianownika w (7.1) i maj ¾ac
na uwadze, ·ze f(x) s

P1
k=0 bk'k(x), gdzie bk =R

D
f(x)'k(x)dx = E'k(X), jako estymator g¾estósci f(x)

przyjmujemy efn(x) =
PN(n)

k=0
ebk'k(x) i argumentuj ¾ac

jak powy·zej dochodzimy do wniosku, ·ze E
R
D
( efn(x) �

f(x))2dx
n!1! 0. Wykazane w÷asnósci pozwalaj ¾a ·zywíc

nadziej¾e, ·ze tak·ze E(egn(x) � g(x))2dx n!1! 0 i E( efn(x) �
f(x))2dx

n!1! 0 w ustalonym punkcie x. Jésli tak, to
przyjmuj ¾ac

emn(x) =

N(n)X
k=0

eak'k(x)
N(n)X
k=0

ebk'k(x)
jako estymator nieznanej charakterystyki, mo·zemy napisác:emn(x)

n!1! m(x)

wed÷ug prawdopodobieństwa.
W sytuacji jak w § 5 (j ¾adro prostok ¾atne) z ogranicze-

niem x 2 [��; �], zastosowano uk÷ad trygonometryczny.
Rezultaty symulacji komputerowej pokazano na rys. 7.1, na
którym

MISE = E
Z �

��
(emn(x)�m(x))2dx:

Optymalna wartóśc N narasta wraz z liczb ¾a obserwacji.
MISE odpowiadaj ¾ace optymalnemu N pokazano na rys.
7.2.
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N
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Rys. 7.1: Estymator ortogonalny. MISE w zale·znósci od N .

8 Systemy dynamiczne

8.1 System Hammersteina

System Hammersteina sk÷ada si¾e z dwóch podsystemów.
Pierwszy jest nieliniowy i ma charakterysyk¾e m(u), Drugi
jest liniowy, dynamiczny i opisywany jest równaniem

Wn+1 = aWn;

co oznacza, ·ze jego odpowiedzi ¾a impulsow ¾a jest k0 = 0,
k(n) = an, n = 1; 2; 3; : : :. Zatem

Yn =
1X
i=0

kim(Un�i) + Zi = k1m(Un�1) + �n + Zn; (8.1)
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6 3. Estymacja funkcji regresji
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n

MISE

Rys. 7.2: Estymator ortogonalny. MISE odpowiadaj ¾ace
optymalnemu N .

gdzie �n =
P1

i=1 kim(Un�i) nie zale·zy od Un�1, nato-
miast Zn jest zak÷óceniem pomiarowym o średniej zero
niezale·znym od wej́scia. Wszystkie sygna÷y maj ¾a charakter
stacjonarny i ponadto Em(U) = 0.

m(A) kn

Zn

YnWnUn Vn
Rys. 8.1: System Hammersteina.

Z za÷o·zeń i (8.1) wynika, ·ze

EfYnjUn�1 = ug = m(u);

gdzie  = k1 jest nieznan ¾a liczb ¾a. Poniewa·z charak-
terystyka m jest funkcj ¾a regresji, do jej estymacji zasto-
sujemy omówiony wczésniej algorytm j ¾adrowy, co prowadzi
do estymatora:

emn(u) =

nX
i=1

Yi+1K

�
u� Ui
h(n)

�
nX
i=1

K

�
u� Ui
h(n)

� :

Wyniki symulacji komputerowej pokazane s ¾a na rys. 8.2.
Widác wyráznie, ·ze wzrost a, czyli zwi¾ekszanie si¾e roli
podsystemu dynamicznego, prowadzi do narastania b÷¾edu.
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0
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Rys. 8.2: MISE dla systemu Hammersteina.

8.2 System Wienera

W systemie Wienera podsystemy po÷¾aczone s ¾a w odwrotnej
kolejnósci, nieliniowy znajduje si¾e za dynamicznym. Prob-
lem wykrywania nieliniowósci jest znacznie trudniejszy.

mkn

Zn

YnWn
Un Vn

Rys. 8.3: System Wienera.

Jésli jednak sygna÷wej́sciowy Un ma rozk÷ad normalny,
to sygna÷Wn tak·ze. W sytuacji takiej

EfUnjYn+1 = yg = cm�1(y);

gdzie c jest pewn ¾a nieznan ¾a liczb ¾a. Spostrze·zenie to
mo·zna wykorzystác do konstrukcji estymatora odwrotnósci
cm�1(y) nieznanej charakterystyki o postaci:

nX
i=1

UiK

�
u� Yi+1
h(n)

�
nX
i=1

K

�
u� Yi+1
h(n)

� :

9 Zakończenie

W mocy pozostaj ¾a wszystkie uwagi poczynione w Za-
kończeniu tekstu dotycz ¾acego estymacji g¾estósci praw-
dopodobieństwa.
Tutaj mo·zna dodác, ·ze metoda najmnieszych kwadratów

zapewnia wi¾eksz ¾a skutecznóśc od metody momentów, a to
ze wzgl¾edu na zawarty w niej proceder optymalizacji.
Zwró́cmy ponadto uwag¾e, ·ze prezentowane algorytmy

mo·zna stosowác do wykrywania nieliniowósci zarówno w
systemach statycznych jak równie·z dynamicznych.
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