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1 Wst¾ep

Przedstawimy teraz w sposób ogólny zadanie rozpoznawa-
nia. Rozpoznawany obiekt pochodzi z jednej z kilku
klas. Wykonywany jest na nim pewien zestaw pomiarów,
na podstawie którego nale·zy ustalíc z której klasy on
pochodzi, czyli rozpoznác. Zadanie polega na wyznaczeniu
najlepszego sposobu rozpoznawania, czyli takiego który
myli si¾e najrzadziej.
Przyk÷adem mo·ze býc zadanie diagnozy medycznej,

któr ¾a lekarz podejmuje wykorzystuj ¾ac informacj¾e, ró·znego
rodzaju. Jest ni ¾a ogólna wiedza nabyta z literatury przed-
miotu, któr ¾a b¾edziemy nazywác aprioryczn ¾a, jak równie·z
w÷asne praktyczne dóswiadczenie, czego odpwiednikiem
b¾edzie tzw. ci ¾ag ucz ¾acy. Wspomniany zestaw pomiarów,
to np. wyniki badań wykonanych wobec pacjenta, czyli
informacja empiryczna.
W naszych rozwa·zaniach symbol

R
nale·zy rozumiéc jakoR1

�1.

2 Przedstawienie problemu

W parze (�;X) zmiennych losowych, � przyjmuje wartósci
w zbiorze M = f1; 2; : : : ;mg, elementy którego nazywaj ¾a
si¾e klasami, X na prostej (�1;1). G¾estósci ¾a prawdo-
podobieństwa w klasie i, czyli g¾estósci ¾a warunkow ¾a, jest
fi(x) = f(xj� = i). Prawdopodobieństwa klas, to pi =
Pf� = ig, przy czym

Pm
i=1 pi = 1. G¾estósci fi(x) oraz

prawdopodobieństwa pi sk÷adaj ¾a si¾e na tzw. informacj¾e
aprioryczn ¾a.
Bezwarunkow ¾a g¾estósci ¾a zmiennej X jest zatem

f(x) =

mX
i=1

pifi(x):

Prawdopodobieństwo a posteriori klasy i, czyli po wykona-
niu obserwacji X = x, to

Pf� = ijX = xg = pifi(x)

f(x)
; (2.1)

i = 1; : : : ;m.
Zadanie polega na rozpoznaniu klasy � na podstawie X.

Rozpoznanie to, czyli decyzja o przynale·znósci do klasy,
mo·ze býc poprawna lub b÷¾edna. Wyznaczymy teraz najlep-
szy sposób podejmowania decyzji, czyli rozpoznawania.
Zaczniemy od poj¾ecia regu÷y rozpoznawania. De�niuje

si¾e j ¾a jako funkcj¾e, oznaczmy j ¾a jako  (x), która ka·zdemu
punktowi x 2 (�1;1) przyporz ¾adkowuje element ze
zbioru M , rys. 2.1. Jésli zatem pomiar X wykonany
na klasy�kowanym obiekcie jest równy x, to regu÷a ta
klasy�kuje go do klasy  (x). Ze wzgl¾edu na to, ·ze
estymowana zmienna � jest natury losowej, zadanie jest tzw.
problemem Bayesa.

1

2

x

Rys. 2.1: Przyk÷adowa regu÷a rozpoznawania, m = 2.

Wyznaczymy teraz regu÷¾e optymaln ¾a  �(x), czyli tak ¾a,
która zapewnia najmniejsze prawdopodobieństwo pomy÷ki

Pf (X) 6= �g, czyli b÷¾ednej klasy�kacji. Wprowad́zmy w
tym celu poj¾ecie funkcji strat zde�niowanej jako

L(i; j) =

�
0; dla i = j
1; dla i 6= j;

gdzie j jest klas ¾a, do której nale·zy X, a i decyzj ¾a. W
przypadku b÷¾ednej klasy�kacji ponoszona jest zatem strata
w wysokósci 1, przy prawid÷owej strat ¾a jest 0. Jest
wi¾ec oczywiste, ·ze prawdopodobieństwo b÷¾ednej klasy�kacji
mo·zna wyrazíc jako

Pf (X) 6= �g = EL( (X); �);

która to wielkóśc nazywa si¾e ryzykiem.
Aby je wyliczýc, zauwa·zmy, ·ze

EL( (X); �) =
mX
j=1

EfL( (X); �)j� = jgPf� = jg

=
mX
j=1

Z
L( (x); j)pjfj(x)dx

=

Z 0@ mX
j=1

L( (x); j)pjfj(x)

1A dx:

Zatem

EL( �(X); �) = min
 

Z 0@ mX
j=1

L( (x); j)pjfj(x)

1A dx

=

Z
min
 (x)

0@ mX
j=1

L( (x); j)pjfj(x)

1A dx:

Dla ustalonego x optymalna regu÷a jest wi¾ec równa temu i,
które minimalizuje wyra·zenie

mX
j=1

L(i; j)pjfj(x)

= L(i; 1)p1f1(x) + � � �+ L(i; i)pifi(x) + � � �
+ L(j;m)pmfm(x):

Jésli zatem  (x) = i, to powy·zsza wartóśc jest równa
mX

j=1;j 6=i
pjfj(x) =

mX
j=1

pjfj(x)� pifi(x)

= f(x)� pifi(x);
bowiem L(i; j) = 1 dla wszystkich j 6= i i jedynie L(i; i) = 0.
Jej wartóśc minimalna, to

f(x)�max
i2M

pifi(x);

któr ¾a przyjmuje dla

 �(x) = argmax
i2M

pifi(x): (2.2)

Zatem

EL( �(X); �) =

Z 0@ mX
j=1

L( �(x); j)pjfj(x)

1A dx

=

Z �
f(x)�max

i2M
pifi(x)

�
dx

= 1�
Z �

max
i2M

pifi(x)

�
dx:
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2 4. Algorytmy rozpoznawania

W rezultacie

Pf �(X) 6= �g = 1�
Z �

max
i2M

pifi(x)

�
dx:

Regu÷¾e optymaln ¾a mo·zna przedstawíc w nieco innej
formie. Wprowadzaj ¾ac wskáznik klasy i

If�=ig =

�
1; dla � = i
0; dla � 6= i;

zauwa·zmy, ·ze funkcj¾e regresji

ri(x) = EfIf�=igjX = xg; (2.3)

mo·zna wyrazíc wzorem

ri(x) =
pifi(x)

f(x)
= Pf� = ijX = xg: (2.4)

patrz (2.1). Zatem optymalna regu÷a (2.2) operuj ¾aca g¾estós-
ciami jest równowa·zna poni·zszej

 �(x) = argmax
i2M

ri(x): (2.5)

która odwo÷uje si¾e do funkcji regresji. Zalicza ona
obserwacj¾e X do klasy i, dla której prawdopodobieństwo
a posteriori jest najwi¾eksze.

Uwaga 2.1 (dychotomia) W problemie dychotomii,
czyli dwóch klas,

 �(x) =

�
1; jésli p2f2(x) � p1f1(x)
2; w przeciwnej sytuacji

=

�
1; jésli r2(x) � r1(x)
2; w przeciwnej sytuacji,

rys. 2.2, oraz

Pf �(X) 6= �g = EL( �(X); �)

=

Z
[L( �(x); 1)p1f1(x) + L( 

�(x); 2)p2f2(x)] dx

=

Z
min [p1f1(x); p2f2(x)] dx:

x
1

x

p1f1(x)
p2f2(x)

*(x)
2

Rys. 2.2: Dychotomia, m = 2. Ilustracja regu÷y optymalnej
 �(x). Pole zakreskowane jest prawdopodobieństwem jej
b÷¾edu.

3 Algorytmy uczenia

Zak÷adamy, ·ze ani g¾estósci w klasach fi(x), ani praw-
dopodobieństwa pi nie s ¾a znane. Dysponujemy natomiast
ci ¾agiem ucz ¾acym

(�1; X1); (�2; X2); (�3; X3); : : : ; (�n; Xn); (3.1)

tzn. ci ¾agiem niezale·znych realizacji pary (�;X). Oznacza
to, ·ze znamy kolejne obiekty Xi i klasy �i, do których one
nale·z ¾a. Na podstawie tego ci ¾agu mo·zna estymowác niez-
nane rozk÷ady prawdopodobieństwa i rezultaty wykorzystác
w algorytmach rozpoznawania.
Oznaczmy teraz przez  n(x) empiryczn ¾a regu÷¾e rozpoz-

nawania, czyli regu÷¾e opracowan ¾a na podstawie ci ¾agu
ucz ¾acego (3.1). Jésli zatem  n(x) = i, to regu÷a ta zalicza
x do klasy i.
Wszystkie podane poni·zej algorytmy s ¾a asymptotycznie

optymalne, co oznacza to, ·ze

lim
n!1

Pf n(X) 6= �g = Pf �(X) 6= �g:

W÷asnóśc ta wynika z tego, ·ze wykorzystuj ¾a one niepara-
metryczne estymatory g¾estósci i regresji, które s ¾a zgodne,
tzn. zbie·zne do g¾estósci w poszczególnych klasach i funkcji
regresji charakterystycznych dla tych klas.
W dalszej cz¾ésci symbol #fg oznacza liczb ¾e elementów

spe÷niaj ¾acych warunek zawarty w fg, np. jésli a1 = 3; a2 =
5; a3 = 7, to #fai : ai � 5g = 2.

3.1 Estymacja g¾estósci

Znany nam estymator j ¾adrowy g¾estósci fi(x) przyjmuje
postác

bfi(x) = 1

Nih(Ni)

nX
j=1

If�j=igK

�
x�Xj

h(Ni)

�
;

gdzie Ni jest liczb ¾a obiektów z klasy i, czyli

Ni =
nX
j=1

If�j=ig:

Dzi¾eki u·zyciu wskáznika If�j=ig zale·zy on jedynie od Xj

pochodz ¾acych z klasy i, czyli tych Xj , dla których �j =
i. Dla odpowiednio wybranej funkcji j ¾adrowej i ci ¾agu
liczbowego spe÷niaj ¾acego warunki

h(n)
n!1! 0; nh(n)

n!1! 1; (3.2)

estymator ten jest zgodny, tzn. zbiega si¾e do fi(x), gdy
liczba obserwacji narasta do nieskończońsci.
Estymator prawdopodobieństwa pi ma natomiast oczy-

wist ¾a postác: bpi = Ni
n
:

W rezultacie jako empiryczn ¾a regu÷¾e rozpoznawania przyj-
mujemy

argmax
i
[bpi bfi(x)];

czyli

b n(x) = argmax
i

24 1

h(Ni)

nX
j=1

If�j=igK

�
x�Xj

h(Ni)

�35 :
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Jésli zastosuje si¾e j ¾adro prostok ¾atne

K(x) =

(
1

2
, dla jxj � 1
0, dla jxj > 1;

to

nX
j=1

If�j=igK

�
x�Xj

h(Ni)

�
= #fXj : �j = i; jXj � xj � h(Ni)g:

Prawa strona tego wyra·zenia jest wi¾ec liczb ¾a obserwacji z
klasy i zawartych w odcinku [x�h(Ni); x+h(Ni)]. Regu÷a
przyjmuje wówczas postác

argmax
i

�
1

h(Ni)
#fXj : �j = i; jXj � xj � h(Ni)g

�
Wykorzystanie metody NN, czyli najbli·zszego s ¾asiada,

prowadzi do estymatora

fn(x) =
k(Ni)

2Nidi(x; k(Ni))
;

gdzie di(x; k(Ni)) jest odleg÷ósci ¾a pomi¾edzy punktem x a
k-tym najbli·zszym mu pomiarem spósród pochodz ¾acych z
klasy i. Ci ¾ag liczbowy k(n) spe÷nia warunki

k(n)
n!1! 1; k(n)

n

n!1! 0; (3.3)

poniewa·z, jak wiemy, zapewniaj ¾a one zgodnóśc estymatora.
W rezultacie regu÷a rozpoznawania przyjmuje postác

 n(x) = argmax
i

k(Ni)

di(x; k(Ni))
:

3.2 Estymacja regresji

Nieco inne i prostrze algorytmy uzyskuje si¾e wychodz ¾ac z
(2.5) i estymuj ¾ac funkcje regresji (2.3).
Metoda j ¾adrowa prowadzi do estymatora regresji o

postaci

bri(x) = 1

nh(n)

nX
j=1

If�j=igK

�
x�Xj

h(n)

�
;

przy czym funkcja K i ci ¾ag liczbowy h(n) spe÷niaj ¾a warunki
jak w j ¾adrowym estymatorze g¾estósci. Wynika st ¾ad
poni·zszy algorytm rozpoznawania:

b n(x) = argmax
i

24 nX
j=1

If�j=igK

�
x�Xj

h(n)

�35 :
Dla j ¾adra prostok ¾atnego przyjmuje on postác

b n(x) = argmax
i
#fXj : �j = i; jXj � xj � h(n)g; (3.4)

w której wyra·zenie w nawiasie kwadratowym jest liczb ¾a
obserwacji z klasy i zawartych w odcinku [x�h(n); x+h(n)].
Estymator NN wymaga uporz ¾adkowania par w (3.1), co

doprowadza do ci ¾agu

(�[1]; X(1)); (�[2]; X(2)); (�[3]; X(3)); : : : ; (�[n]; X(n));

w którym

jX(1) � xj < jX(2) � xj < � � � < jX(n) � xj:

Kryterium porz ¾adkowania jest odleg÷óśc Xi od punktu
x, bowiem pozycja, na której para (Yi; Xi) z ci ¾agu
(3.1) znajdzie si¾e w ci ¾agu uporz ¾adkowanym zale·zy od tej
odleglósci, czyli od jXi � xj. Jésli odleg÷óśc ta jest j-
ta co do wielkósci, to pozycj ¾a t ¾a jest j, co oznacza, ·ze
(�i; Xi) = (�[j]; X(j)). Z uwagi na (2.3), estymatorem
funkcji regresji ri(x) jest

ri(x) =
1

k(n)
#fXj : �j = i; jXj � xj � k(n)g

Wartóśc #fXj : �j = i; jXj � xj � k(n)g jest liczb ¾a tych
Xj , które pochodz ¾a z klasy i oraz znajduj ¾a si¾e ẃsród k(n)
wszystkich obserwacji najbli·zszych punktowi x. Estymator
ten prowadzi do algorytmu rozpoznawania jak poni·zej:

 n(x) = argmax
i
#fXj : �j = i; jXj � xj � k(n)g; (3.5)

czyli zalicza x do klasy, która jest najliczniej reprezen-
towanej ẃsród k(n) jego najbli·zszych s ¾asiadów.
Niekiedy stosuje si¾e algorytmy, w których k(n) = const

nie zmienia si¾e wraz z d÷ugósci ¾a ci ¾agu ucz ¾acego. W
szczególnósci mo·ze býc tak, ·ze k(n) = 1, co oznacza, ·ze
termin "najbli·zszy s ¾asiad" rozumiany jest dos÷ownie. W
celu odró·znienia tych algorytmów i wskazania, ·ze chodzi np.
o k najbli·zszych s ¾asiadów stosuje si¾e niekiedy oznaczenie k-
NN.

3.3 Wiele wymiarów

Uogólnienie na przypadek wielowymiarowy mo·ze nast ¾apíc
przez u·zycie poj¾ecia normy wektora x oznaczanej jako jjxjj.
Dla wektora o dwóch wymiarach, czyli x = [x1; x2]

T ,
przyk÷ady norm, to

jjxjj =
q
x21 + x

2
2; (3.6)

jjxjj = jx1j+ jx2j: (3.7)

jjxjj = max(x1; x2); (3.8)

3.3.1 Algorytm j ¾adrowy

Dla wielu wymiarów regu÷a (3.4) przyjmuje postác

b n(x) = argmax
i
#fXj : �j = i; kXj � xk � h(n)g;

przy czym wyra·zenie w nawiasie kwadratowym jest liczb ¾a
obserwacji z klasy i zawartych w sferze o promieniu h(n) i
środku w punkcie x. Mody�kacji musi jednak ulec drugi z
warunków w (3.2), gdy·z nale·zy go zast ¾apíc przez

lim
n!1

nhd(n)!1;

gdzie d jest wymiarem wektora X.
Na rys. 3.1 zilustrowano zasad¾e dzia÷ania regu÷y przy

zastosowaniu normy (3.6). Dla z góry ustalonego h(n),
wektor x zalicza ona do klasy , poniewa·z jest ona liczniej
reprezentowana w kole o promieniu h(n) ni·z klasa �. Na
rys. 3.2 norm ¾a jest (3.7), a z tych samych powodów wektor
x zaliczony jest do klasy �.
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Rys. 3.1: Algorytm j ¾adrowy. Ilustracja regu÷y (3.4); norma
(3.6).
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Rys. 3.2: Algorytm j ¾adrowy. Ilustracja regu÷y (3.4); norma
(3.7).

3.3.2 Algorytm NN

Jés÷i X jest wektorem, to w algorytmie NN obserwacje
porz ¾adkuje si¾e wed÷ug odleg÷ósci mierzonej norm ¾a. Regu÷a
(3.5) przyjmuje wtedy postác

 n(x) = argmax
i
#fXj : �j = i; jjXj � xjj � k(n)g:

Ilustracj ¾a tego algorytmu jest rys. 3.3. Dla ustalonego z
góry k(n) = 7, rozpoznaje on x jako pochodz ¾acy z klasy
�, poniewa·z jest on liczniej reprezentowany ẃsród jego
najbli·zszych 7 s ¾asiadów ni·z . Zastosowano przy tym
norm¾e (3.8).
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G
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G G
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G

F

G

r(k(n))

Rys. 3.3: Algorytm NN. Ilustracja regu÷y (3.5); m = 2,
k(n) = 7, norma (3.8).

3.4 Podsumowanie

W algorytmie j ¾adrowym bezpósredni wp÷yw na decyzj¾e
maj ¾a obserwacje zawarte w odcinku [x � h(n); x + h(n)],
gdzie h(n) jest deterministyczne, niezale·zne od ci ¾agu

ucz ¾acego. Ich liczba jest losowa a wartóśc oczekiwana, to

nPfjjX � xjj � h(n)g = n

Z x+h(n)

x�h(n)
f(�)d�

t nh(n)f(x);

która to wielkóśc narasta do nieskończonósci gdy n ! 1,
patrz (3.2). W algorytmie NN liczba ta jest zdetermi-
nowana, wynosi k(n) i te·z narasta do nieskończonósci, patrz
(3.3).
Zauwa·zmy na koniec, ·ze algorytmy (3.4) i (3.5) mo·zna

zapisác jedn ¾a wspóln ¾a formu÷¾a

 n(x) = argmax
i
#fXj : �j = i; jjXj � xjj 2 S(x; r(n))g;

w której S(x; r(n)) jest sfer ¾a o promieniu r(n) umieszczon ¾a
w punkcie x, czyli zbiorem punktów v takich, ·ze kx� vk �
r(n). Ró·znica polega na sposobie ustalania tego promienia.
W pierwszym r(n) = h(n) jest ustalane z góry i nie zale·zy
od ci ¾agu ucz ¾acego. W drugim r(n) = jjx�X(k(n))jj zale·zy,
bo jest odleg÷ósci ¾a pomi¾edzy x a k(n)-t ¾a najbli·zsz ¾a mu
obserwacj ¾a w ci ¾agu ucz ¾acym.

4 Problemy parametryczne

Za÷ó·zmy teraz, ·ze informacja o rozk÷adach w poszczególnych
klasach jest znacznie wi¾eksza, ·ze znane s ¾a ich postaci
funkcyjne. Dla przyk÷adu przyjmijmy, ·ze rozk÷ady w
klasach s ¾a normalne, tzn. ·ze

fi(x) =
1p
2��i

e�(x��i)
2=2�2i :

Optymalna regu÷a zalicza zatem x do klasy

argmax
i

�
pi
�i
e�(x��i)

2=2�2i

�
:

Poniewa·z

ln

�
pi
�i
e�(x��i)

2=2�2i

�
= ln

pi
�i
� (x� �i)

2

2�2i
:

jest ona równowa·zna regule zaliczaj ¾acej ten punkt do klasy

argmin
i

�
(x� �i)2
2�2i

� ln pi
�i

�
:

Naturaln ¾a propozycj ¾a empirycznej regu÷y jest zast ¾apienie
nieznanych wartósci ich estymatorami.
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